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ОПТИМИЗАЦИЯ ПАРАМЕТРОВ ОПТИЧЕСКОГО НАНОТРАНСИВЕРА 
С ИСПОЛЬЗОВАНИЕМ МАШИННОГО ОБУЧЕНИЯ

Аннотация. Предложен подход к исследованию и оптимизации параметров оптического нанотрансивера на ос-
нове модели «металлическая наночастица – квантовый излучатель» с использованием методов машинного обуче-
ния. Для ускорения многомерного поиска построена суррогатная модель на основе градиентного бустинга (Gradient 
Boosting Machine, GBM), для чего было сгенерировано 60 000 точек методом латинского гиперкуба (Latin Hypercube 
Sampling, LHS) в шестимерном пространстве параметров: длина волны возбуждения и испускания, радиус наноча-
стицы, расстояние частица–излучатель, показатель преломления среды и собственный квантовый выход излучате-
ля. Достигнут коэффициент детерминации R2 = 0,947 на тестовой выборке. Проведена глобальная оптимизация по 
предсказаниям модели с последующим уточнением прямым расчетом и показано, что суррогатная модель эффек-
тивна для многопараметрического анализа и сужения области поиска параметров, необходимых для оптимизации 
эксперимента.
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Abstract. The paper proposes an approach to the study and optimization of optical nanotransceiver parameters based on 
the “metal nanoparticle – quantum emitter” model using machine learning methods. To speed up multidimensional search, 
a surrogate model based on Gradient Boosting Machine (GBM) was built, for which 60,000 points were generated using 
the Latin Hypercube Sampling (LHS) method in a six-dimensional parameter space: excitation and emission wavelengths, 
nanoparticle radius, particle–emitter distance, refractive index of the medium, and intrinsic quantum yield of the emitter. 
The coefficient of determination R2 = 0.947 was reached in the test sample. Global optimization based on model predictions 
was performed, followed by refinement by direct calculation, and it was shown that the surrogate model is effective for 
multiparametric analysis and narrowing the search area for parameters necessary for optimizing the experiment.
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Введение. Эффективное проектирование плазмонных наноструктур для усиления люминес-
ценции требует многократного решения прямой электромагнитной задачи при варьировании 
нескольких геометрических и оптических параметров. Ключевым этапом при проектировании 
таких систем является оптимизация их геометрических и оптических параметров, которая тра-
диционно опирается на длительные аналитические расчеты или численные методы, такие как 
метод конечных разностей во временной области (FDTD) и метод конечных элементов (FEM) 
[1–3]. При этом лишь небольшая часть полученных результатов (оптимальные конфигурации) 
находит практическое применение, тогда как подавляющее большинство промежуточных расче-
тов оказываются невостребованными, что приводит к значительным вычислительным затратам.

Методы машинного обучения, в частности градиентный бустинг и искусственные нейрон-
ные сети, предоставляют мощный и эффективный инструмент для построения точной корреля-
ции между параметрами плазмонной системы (размер наночастицы, расстояние до излучателя, 
длина волн возбуждения и испускания, показатель преломления среды и собственный кванто-
вый выход излучателя) и итоговым фактором усиления люминесценции [4]. Однако такие мо-
дели имеют ограничения, связанные с экстраполяцией на области с резкими резонансами, что 
обсуждается в недавних обзорах по применению глубокого обучения в фотонике [5; 6]. В на-
стоящей работе исследована возможность применения метода градиентного бустинга для опти-
мизации и многопараметрического анализа системы «металлическая наночастица – квантовый 
излучатель» с плазмонным усилением фотолюминесценции – так называемого нанотрансивера. 
Установлено, что после однократного обучения на ограниченном наборе данных, полученных из 
точных расчетов, модель способна предсказывать усиление для миллионов новых комбинаций 
параметров без проведения дополнительных ресурсоемких вычислений. Это позволяет сокра-
тить время поиска оптимума с недель до минут, а также исследовать пространство параметров 
с высокой детализацией, что невозможно при прямом переборе. Систематическое исследование 
всего шестимерного пространства параметров и анализ не только максимума, но и устойчивости 
решения к вариациям параметров позволяет не только найти оптимум, но и оценить, насколько 
критичны отклонения от него в реальном эксперименте.

Материалы и методы исследования. Для описания исследуемой системы ранее было вве-
дено понятие оптического нанотрансивера – устройства, преобразовывающего первичное из-
лучение во вторичное c использованием металлической или диэлектрической наноантенны [7]. 
Эффективность нанотрансивера определяется фактором F = G(λex)Q(λem), где G(λex) – усиление 
поля на частоте возбуждения, а Q(λem) – фактор изменения квантовой эффективности излучате-
ля в присутствии наночастицы. Данный параметр непосредственно задает максимально возмож-
ное усиление фотолюминесценции.

Теоретической основой анализа исследуемой системы служит аналитический расчет по алго
ритму, описанному в [1]. Рассматривались следующие параметры: длина волны возбуждения λex 
(300–700 нм), длина волны испускания λem (350–750 нм, с условием λem > λex), радиус металлической 
наночастицы R (5–100 нм), расстояние от поверхности наночастицы до излучателя ∆r (0–50 нм), пока-
затель преломления среды n0 (1,0–2,0) и собственный квантовый выход излучателя Q0 (0,01–1,0).

Вместо многократного ресурсоемкого точного расчета при поиске оптимума целесообразно 
построить суррогатную модель – быстрый и достаточно точный аппроксиматор, который обу-
чается на ограниченном наборе предварительно вычисленных данных. Для построения такой 
модели сгенерирован обучающий набор данных из 60 000 точек методом латинского гиперкуба 
(Latin Hypercube Sampling, LHS) [8]. Данный метод обеспечивает равномерное покрытие иссле-
дуемого шестимерного пространства параметров, что критически важно для корректного обу-
чения модели, особенно в спектральных и пространственных областях с резкими плазмонными 
резонансами. Для каждой точки выполнен точный расчет F, а целевой переменной служил лога-
рифм log10(F), что позволило сжать динамический диапазон усиления и сделать задачу регрессии 
более устойчивой. Полученные данные разделены на обучающую (80 %) и тестовую (20 %) вы-
борки. В качестве алгоритма машинного обучения выбран Gradient Boosting Machine (GBM) из 
библиотеки scikit-learn [9]. Данный ансамблевый метод основан на последовательном построении 
решающих деревьев, при котором каждое последующее дерево обучается на остатках (невязках) 



366	 Doklady of the National Academy of Sciences of Belarus, 2026, vol. 70, no. 5, рр. 364–369

предыдущего, что обеспечивает высокую точность предсказаний на структурированных дан-
ных и предоставляет возможность количественной оценки вклада каждого входного параметра 
[10]. Гиперпараметры модели (количество деревьев, максимальная глубина, скорость обучения, 
минимальное число образцов в листе и др.) подобраны с использованием RandomizedSearchCV 
со 100 итерациями и 3-кратной кросс-валидацией, что позволило избежать переобучения и до-
стичь оптимальной обобщающей способности. Для оценки точности построенной суррогатной 
модели были использованы три стандартные метрики регрессии: коэффициент детерминации R2, 
среднеквадратичную ошибку (Mean Squared Error, MSE) и среднюю абсолютную ошибку (Mean 
Absolute Error, MAE). 

Результаты и их обсуждение. Обученная модель показала на тестовой выборке значение 
параметра коэффициента детерминации R2 = 0,9471, среднеквадратичной ошибки MSE = 0,0291 
и средней абсолютной ошибки MAE = 0,0915 (в логарифмическом масштабе), что означает, что 
модель описывает 94,71 % дисперсии логарифма усиления. Это можно считать высоким показа-
телем для задачи с шестью независимыми параметрами и сложной резонансной зависимостью 
участвующих в расчете функций. Оставшиеся 5,29 % дисперсии обусловлены как неизбежным 
шумом в данных (из-за конечной точности расчетов и дискретизации), так и принципиальной 
нелинейностью функции, которую ансамбль деревьев не может воспроизвести при данном объ-
еме выборки. На рис. 1, а представлен график предсказанных как функция истинных значений: 
точки хорошо ложатся на график прямой y = x, однако разброс возрастает в области тушения, 
что может быть связано как с недостатком данных в этой области, так и с высокой чувствитель-
ностью функции к параметрам в этой области.

Важность параметра Тестовая выборка (R2 = 0,9471)

Важность   Истинные log10(F)
а b

Рис. 1. Сравнение предсказанных и истинных значений эффективности нанотрансивера F на тестовой выборке (a); 
важность параметров задачи плазмонного усиления фотолюминесценции квантового излучателя  

в модели Gradient Boosting Machine (GBM) (b)

Fig. 1. Comparison of predicted and true values of nanotransceiver efficiency F in a test set (a); 
 the importance of the parameters in the problem of plasmon photoluminescence enhancement 

for a quantum emitter within the Gradient Boosting Machine (GBM) framework (b)

Анализ важности признаков (рис. 1, b) показал, что наибольший вклад вносят длина волны 
возбуждения λex (29 %), расстояние ∆r (23 %) и радиус R (19 %). Это согласуется с резонансным 
характером усиления и быстрым затуханием поля при отдалении излучателя от металлической 
наночастицы. Полученное ранжирование параметров представляет самостоятельный научный 
интерес. Во-первых, оно количественно подтверждает, что ключевыми факторами, определяю-
щими эффективность нанотрансивера, являются спектральное согласование (λex), ближнеполь-
ное взаимодействие (∆r) и геометрический размер плазмонной частицы (R). Во-вторых, срав-
нительно низкий вклад показателя преломления среды n и собственного квантового выхода Q0 
указывает на то, что в исследуемом диапазоне параметров вариации диэлектрического окруже-
ния и внутренней эффективности излучателя оказывают второстепенное влияние на итоговое 
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усиление. Этот результат нетривиален: из физических соображений можно было бы ожидать 
более сильной зависимости от n0, однако модель показывает, что в данной системе доминиру-
ют геометрические и спектральные факторы. Таким образом, предложенный подход не только 
ускоряет расчеты, но и позволяет выявить иерархию параметров, управляющих процессом, что 
может служить ориентиром для планирования эксперимента.

Для анализа взаимодействия параметров между собой и их взаимного влияния на усиление 
люминесценции была построена полная матрица контурных графиков (рис. 2) для пар самых важ-
ных рассматриваемых параметров. На рисунке представлены контурные графики зависимости 
предсказанного усиления log10(F) от двух параметров, при этом все остальные параметры зафик-
сированы на своих медианных значениях из набора данных. Медианные значения выбраны в каче-
стве точки отсчета, поскольку они характеризуют типичную конфигурацию системы в обучающей 
выборке и, в отличие от среднего арифметического, устойчивы к возможным выбросам, что обе-
спечивает корректную визуализацию парных зависимостей в центральной области распределения 
данных. Светлые области на контурных графиках соответствуют сочетаниям параметров с высо-
ким усилением, а их ширина позволяет оценить, насколько критичны отклонения параметров от 
оптимальных значений. Эти графики помогают оценить чувствительность модели к параметрам, 
их взаимную корреляцию, согласованность полученных результатов с физическими принципами, 
а также позволяют выбрать «рабочую область»: наиболее широкая светлая область – это сочетание 
параметров, где усиление высокое и стабильное, т. е. система имеет малую чувствительность к из-
менению параметров в этой области, что дает воспроизводимый результат.

Рис. 2. Матрица контурных графиков предсказанного усиления log10(F) для пар самых важных параметров. 
Остальные параметры зафиксированы на медианных значениях

Fig. 2. Matrix of contour plots of predicted log10(F) enhancement for pairs of the most important parameters.  
The remaining parameters are fixed at the median values

Заключение. В работе построена суррогатная модель градиентного бустинга (GBM) для 
оптимизации параметров нанотрансивера на основе Ag-сферы и молекулы-излучателя. Модель 
продемонстрировала высокую предсказательную способность (R2 = 0,9471) и позволила сильно 
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сократить время расчетов, а также обнаружить взаимосвязи между исследуемыми параметрами 
и определить области высокой и низкой чувствительности модели к параметрам. Полученные 
результаты находятся в русле современной дискуссии о применении машинного обучения в плаз- 
монике [3–5; 11–13]. Следует подчеркнуть, что применение машинного обучения в данном ис
следовании не ограничивается созданием быстрого аппроксиматора: дополнительным и не ме-
нее ценным результатом является количественное ранжирование входных параметров по степе-
ни их влияния на выходную характеристику. Получение такой информации прямым перебором 
параметров крайне затруднительно, а ее априорное предсказание на основе физической инту-
иции не всегда представляется возможным. Предложенная модель позволяет сузить область 
поиска оптимальных конфигураций на несколько порядков; при этом, однако, часть дисперсии 
остается необъясненной, что указывает на необходимость последующей верификации точными 
численными методами. Таким образом, гибридные подходы, сочетающие машинное обучение 
с прямым электродинамическим моделированием, представляются наиболее перспективными 
для оптимизации плазмонных систем.
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